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РЕЗЮМЕ
Введение. Интерпретация результатов количественных лабораторных исследований имеет ряд особенностей и ограни-
чений. Для устранения этих ограничений обсуждается использование систем поддержки принятия врачебных решений. 
А использование в этих системах технологий искусственного интеллекта, в частности, NLP-технологий для автоматическо-
го извлечения симптомов и другой важной информации из электронных медицинских карт (ЭМК) с последующей их ин-
терпретацией моделями машинного обучения позволяет оценивать вероятность у пациента того или иного заболевания.
Цель исследования. Изучение подходов к формированию наборов данных с использованием лабораторных показателей 
и связанных с ними заболеваний на примере разработки модели машинного обучения на данных лабораторного обследо-
вания, возраста и пола.
Материал и методы. Использована база данных ЭМК платформы Webiomed. Был сформирован набор данных пациентов, 
содержащий входную информацию о демографических (пол, возраст) и лабораторных данных, даты проведения анали-
зов. Выходные данные были представлены сведениями о заключительном клиническом диагнозе, типе обращения (амбу-
латорный или стационарный случай) и исходе лечения. Для создания модели выявления подозрений на заболевания бы-
ли применены следующие алгоритмы классификации: LogisticRegression, GaussianNB, DecisionTree, RandomForest, xgboost, 
AdaBoost, LGBM, MLP. В качестве метрики качества работы модели была выбрана точность (Accuracy). Данные исходно-
го набора для обучения были обработаны различными способами с целью нормализации. Итоговое число записей набора 
данных для обучения составило 201 613.
Результаты. Ансамблевые алгоритмы, деревья решений и искусственные нейронные сети показали самые высокие резуль-
таты классификации: LGBM — 58%, xgboost — 59%, DecisionTree — 59%, MLP (многослойный персептрон, число скры-
тых слоев — 3,147 нейронов в каждом) — 61%, RandomForest — 69%. В целях избегания переобучения моделей исполь-
зовались методы кросс-валидации и регуляризации.
Выводы. Проведенное исследование показало, что использование наборов данных на извлеченных из ЭМК признаков 
и машинного обучения позволяет создавать модели для выявления подозрений на заболевания, причем поэтапная работа 
по анализу и подготовке наборов данных, а также применение различных алгоритмов машинного обучения и их настрой-
ка позволяют последовательно увеличивать точность работы моделей.

Ключевые слова: искусственный интеллект, машинное обучение, большие данные, системы поддержки принятия решений, 
электронные медицинские карты, лабораторные данные.
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Development of a machine learning model to interpret the results of laboratory diagnostics 
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ABSTRACT
Introduction. The interpretation of the results of quantitative laboratory studies has a number of features and limitations. To elim-
inate these limitations, the use of medical decision support systems is discussed. And the use of artificial intelligence technolo-
gies, in particular NLP technologies for automatically extracting symptoms and other important information from electronic med-
ical records, followed by their interpretation by machine learning models designed to assess the likelihood of a patient having 
a particular disease.
Purpose of the study. Studying approaches to the formation of data sets using laboratory parameters and related diseases by the ex-
ample of developing a machine learning model based on laboratory examination data, age and gender.
Material and methods. The database of electronic health records (EHR) of the Webiomed platform was used. A data set was formed 
containing input information about patients who underwent laboratory diagnostics, including demographic data (gender, age), lab-
oratory data, date of analysis. The output was presented with information about the final clinical diagnosis, type of treatment (out-
patient or inpatient) and treatment outcome. To create a model for identifying suspicions of diseases, the following classification 
algorithms were used: LogisticRegression, GaussianNB, DecisionTree, RandomForest, xgboost, AdaBoost, LGBM, MLP. Accuracy 
was chosen as the performance metric of the model. The original training set data was processed in various ways for the purpose 
of normalization. The total number of records in the training dataset was 201.613.
Results. Ensemble algorithms, decision trees and artificial neural networks showed the highest classification results: LGBM — 58%, 
xgboost — 59%, DecisionTree — 59%, MLP (multilayer perceptron, the number of hidden layers — 3.147 neurons in each) — 
61%, Random Forest — 69%. In order to avoid retraining of models, cross-validation and regularization methods were used.
Conclusions. The study showed that the use of data sets based on features extracted from EHR and machine learning allows 
you to create models to identify suspected diseases, and step-by-step work on the analysis and preparation of data sets, as well 
as the use of various machine learning algorithms and their tuning, can consistently increase the accuracy of the models.
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Введение

Интерпретация результатов количественных ла-
бораторных исследований традиционно заключается 
в сравнении полученного результата с 1) референт-
ным интервалом (РИ) — популяционной «нормой», 
отражающей разброс межиндивидуальной биологи-
ческой вариации; 2) с использованием порогов при-
нятия клинического решения (clinical decision limits) 
из клинических рекомендаций; 3) с предыдущими 
результатами пациента с использованием крити-
ческой разницы значений RCV (Reference Change 
 Value). Однако каждый из этих подходов сравнения 
имеет свои ограничения и недостатки. Низкий ин-
декс индивидуальности, особенно меньше 0,6, что 
выражается в значительном преобладании внутри-

индивидуальной вариации над межиндивидуальной 
биологической вариацией, накладывает ограниче-
ние на использование РИ для трактовки результата 
исследования [1]. В таких случаях клинически зна-
чимые изменения уровня аналита у пациента могут 
не выходить за пределы РИ и оставаться незамечен-
ными. Для большого количества аналитов отсутству-
ет стандартизация методики определения и полная 
цепь метрологической прослеживаемости, что при-
водит к несопоставимости результатов, получаемых 
различными аналитическими системами. К сожале-
нию, как правило, пороговые значения устанавли-
ваются в исследовании с использованием какой-то 
одной аналитической системы, без учета отсутствия 
взаимозаменяемости аналитических систем и вли-
яния данного факта на интерпретацию результата. 
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Многие маркеры обладают недостаточной специ-
фичностью и чувствительностью для диагностики, 
в связи с чем для повышения точности результатов 
включается в анализ дополнительная информация 
о пациенте. В частности, ранее для комплексной 
оценки данных использовались различные номо-
граммы и калькуляторы. Однако в реальной врачеб-
ной практике в условиях дефицита времени и не-
обходимости интерпретации широкого спектра ис-
следований применение разрозненных номограмм 
и калькуляторов затрудненно [2].

Для устранения этих ограничений обсуждает-
ся использование систем поддержки принятия вра-
чебных решений (СППВР). Как правило, при соз-
дании СППВР алгоритмы выявления подозрений 
на заболевания разрабатываются на основе подхо-
да, называемого «экспертными системами». Такая 
технология подразумевает создание специальной 
«базы знаний», в которой в формализованном виде 
хранятся справочники, описывающие взаимосвязи 
между различными признаками и сопоставленны-
ми с ними заболеваниями, которые принято назы-
вать «решающими правилами» [2]. Этот подход по-
зволяет получить высокую точность по выявлению 
подозрений на заболевания, прозрачность создан-
ных алгоритмов и, как следствие, приемлемое с по-
зиции практического использования доверие к та-
ким системам.

Альтернативным подходом к созданию алгорит-
мов выявления подозрений на заболевания являет-
ся использование технологий искусственного интел-
лекта (ИИ), в частности, NLP-технологий (Natural 
Language Processing) для автоматического извлече-
ния признаков болезни и другой важной информа-
ции из электронных медицинских карт (ЭМК), с по-
следующей их интерпретацией моделями машинного 
обучения (МО), предназначенными для оценки ве-
роятности наличия у пациента того или иного забо-
левания [3]. ЭМК генерируют в себе большой объем 
информации о пациенте: демографические, лабора-
торные, инструментальные данные, диагнозы и на-
значаемые лекарства, что приводит к накоплению 
миллиардов различных признаков у миллионов че-
ловек. Несмотря на то что изначально данные соби-
раются для персонального применения у пациента, 
существует возможность их обезличить и использо-
вать для улучшения оказания помощи пациенту по-
средством использования передовых вычислительных 
технологий [4]. Эти технологии, в том числе связан-
ные с МО, реализованы СППВР.

Развитие информатизации здравоохранения в Рос-
сии привело к тому, что в большинстве медицинских 
организаций внедрены различные медицинские ин-
формационные системы, в том числе и лабораторные 
информационные системы (ЛИС), обес печивающие 
автоматизацию и информационную поддержку про-
цессов работы клинической лаборатории, а также об-

мен данными с лабораторным оборудованием. Ин-
теграция ЛИС с МИС в части автоматизированной 
передачи результатов лабораторного обследования 
в ЭМК является рутинной практикой. Таким обра-
зом, использование наборов данных из ЭМК для за-
дач МО позволяет автоматически создавать алгорит-
мы выявления подозрений на заболевания.

Практическое применение методов МО в меди-
цине на данный момент носит преимущественно уз-
коспециализированный характер, например, для ана-
лиза медицинских изображений и сигналов, получен-
ных в результате инструментальных исследований. 
Однако возможности МО имеют широкие перспек-
тивы применения в области диагностических задач, 
таких как детекция подозрений на заболевание при 
помощи анализа биомаркеров.

F. Meherwar и соавт. на примере пяти заболева-
ний показали преимущества применения методов 
МО для диагностики и перспективы этого подхода. 
Отмечено, что результаты лабораторных исследо-
ваний являются наиболее информативными и точ-
ными источниками медицинских данных [5]. В ис-
следовании Greco A. и др. на данных тестирования 
крови разработаны модели МО для ранней диагно-
стики заболеваний двигательных нейронов [6]. Ku-
mar и соавт. [7] разработали две модели, выявляю-
щие при помощи параметров анализа крови гема-
тологические заболевания и продемонстрировали 
возможность их клинического применения. Был 
сделан вывод, что данные анализа крови являют-
ся исчерпывающей информацией для диагности-
ки исследуемых заболеваний. В исследовании Park 
и др. [8] продемонстрированы возможности моделей 
МО для решения задачи классификации заболева-
ний на основе лабораторных тестов. Также имеют-
ся публикации [9, 10], в которых описывается ана-
лиз данных лабораторных исследований с помощью 
моделей МО для выявления подозрений на корона-
вирусную инфекцию.

Разработка модели выявления подозрения на за-
болевания с использованием лабораторных данных 
при помощи методов МО — это трудоемкая и слож-
ная задача, предполагающая предварительное реше-
ние ряда задач. Это исследование стало первым ша-
гом на этом пути. Цель работы заключалась в изу-
чении подходов к формированию наборов данных 
с использованием лабораторных показателей и свя-
занных с ними заболеваний на примере разработки 
модели МО на данных лабораторного обследования, 
возраста и пола.

Материал и методы
СППВР Webiomed.DHRA является частью плат-

формы прогнозной аналитики Webiomed (регистра-
ционное удостоверение Росздравнадзора 2020/9958). 
Стратегией развития Webiomed.DHRA является 
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 совершенствование возможностей по определению 
подозрений на заболевания.

Источником информации для создания модели 
стала база данных (БД) платформы прогнозной ана-
литики Webiomed, содержащая деперсонифициро-
ванные формализованные данные ЭМК 2,9 милли-
онов пациентов, проходивших обследование и лече-
ние в медицинских организациях различных регионов 
Российской Федерации. Для сбора данных компани-
ей-разработчиком платформы Webiomed были подпи-
саны соглашения с соответствующими операторами 
персональных медицинских данных на их обезличи-
вание и передачу результатов такой обработки данных 
для анализа в платформу Webiomed, в том числе для 
научно-исследовательских целей. Поскольку анали-
зировались обезличенные медицинские данные, ин-
формированное добровольное согласие не оформля-
лось. Медицинские данные и выявляемые признаки 
получены рефрактивно из ЭМК с помощью различ-
ных технологий извлечения информации из «сырых» 
данных, в том числе NLP. БД содержит более 2600 ка-
тегориальных и количественных признаков. Общий 
вид и детализация платформы Webiomed представле-
ны на рис. 1 на цв. вклейке, рис. 2.

Критериями отбора информации о пациентах для 
последующего анализа стали возраст ≥18 лет и нали-

чие хотя бы одного протокола биохимического или 
клинического анализа крови.

Характеристика базы данных Webiomed представ-
лена в табл. 1.

Дополнительные характеристики базы данных 
Webiomed в разрезе показателей лабораторной диаг-
ностики представлены в табл. 2 и 3.

Формирование набора данных

Для создания модели МО из базы данных  Webiomed 
был сформирован набор данных, содержащий вход-
ную информацию о пациентах, прошедших лаборатор-
ную диагностику, включая демографические данные 
(пол, возраст), лабораторные данные, дату проведе-
ния анализов. Выходные данные были представле-
ны сведениями о заключительном клиническом ди-
агнозе, типе обращения (амбулаторный или стацио-
нарный случай) и исходе лечения.

Изначально для создания модели выявления по-
дозрений на заболевания было принято решение 
о рассмотрении всех видов заключительного основ-
ного диагноза. Сопутствующие заболевания и ослож-
нения основного диагноза в ходе исследования было 
решено не рассматривать. Параметр «Пол пациента» 
был преобразован из факторного формата (Мужской, 
Женский) в числовой — 0, 1 соответственно.

Рис. 2. Обезличенные социальные, категориальные и количественные признаки пациента в БД Webiomed.
Fig. 2. Impersonal social, categorical and quantitative characteristics of the patient in the Webiomed database.
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Во время исследования было принято решение 
о балансировке классов в наборе данных по причине 
их дисбаланса. Для этого был применен ресэмплинг, 
суть которого заключается либо в удалении элемен-
тов из слишком большого набора (андерсэмплинг) 

и/или добавлении большего количества элементов 
в недостаточно большой набор (оверсэмплинг) [11] 
(рис. 3). В нашем исследовании был применен метод 
оверсэмплинга, т.е. число записей в каждом классе 
было увеличено до максимального из всех классов.

Таблица 1. Характеристика базы данных обезличенных ЭМК, накопленная в платформе Webiomed
Table 1. Characteristics of the database of depersonalized EHRs accumulated in the Webiomed platform

Показатель Значение
Количество медицинских организаций, поставивших данные в платформу 86
Количество уникальных пациентов, зарегистрированных в платформе 2 915 994
Распределение пациентов по полу, n (%) Мужчин — 1 374 410 (47,13),  

Женщин — 1 541 584 (52,87)
Распределение пациентов по возрасту, n (%) 0—17 лет — 452 458 (15,52)

18—29 лет — 324 357 (11,12)
30—39 лет — 497 383 (17,06)
40—49 лет — 410 637 (14,08)
50—59 лет — 356 293 (12,22)
60—69 лет — 409 296 (14,04)

70 и старше лет — 465 570 (15,97)
Общее число пациентов с любым протоколом лабораторной диагностики в ЭМК (%) 1 104 002 (37,86)
Доля таких пациентов среди взрослого (от 18 лет) населения, % 30,72
Число пациентов с двумя и более протоколами лабораторной диагностики в ЭМК 1 026 795 (35,21%)
Доля таких пациентов среди взрослого (от 18 лет) населения, % 28,53
Число загруженных в платформу документов «Протокол лабораторной диагностики» 
(% от общего числа загруженных документов)

27 186 420 
(24,71)

Число типов признаков, которые были извлечены из протоколов лабораторной диагностики 213
Общее число признаков, извлеченных в базе данных Webiomed из протоколов лабораторной 
диагностики

85 292 379

Таблица 2. Распределение числа протоколов лабораторной диагностики по видам исследований
Table 2. Distribution of laboratory diagnostic protocols by types of studies

Вид лабораторного исследования Количество Доля
Гематологические исследования 13 275 900 48,83
Биохимические исследования 5 571 903 20,50
Химико-микроскопические исследования 3 693 391 13,59
Коагулогические исследования 352 746 1,30
Иммунологические исследования 63 828 0,23
Аутоиммунная диагностика 63 414 0,23
Терапевтический лекарственный мониторинг 4026 0,01
Молекулярная диагностика инфекционных заболеваний 2002 0,01
Вид исследования не был распознан Webiomed 4 159 210 15,30
Итого 27 186 420 100,00

Таблица 3. Распределение числа извлеченных из протоколов лабораторной диагностики признаков по видам
Table 3. Distribution of the quantity of features extracted from the protocols of laboratory diagnostics by types

Вид лабораторного исследования Количество Доля
Гематологические исследования 47 077 784 55,20
Биохимические исследования 28 669 632 33,61
Химико-микроскопические исследования 7 961 748 9,33
Коагулогические исследования 1 533 465 1,80
Аутоиммунная диагностика 48 487 0,06
Иммунологические исследования 1143 0,00
Терапевтический лекарственный мониторинг 120 0,00
Итого 85 292 379 100,00
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В полученном наборе данных ряд результатов ла-
бораторной диагностики содержал два, три и более 
значений ввиду повторного выполнения лаборатор-
ного обследования во время случая лечения (табл. 4).

По итогам обсуждения этой особенности с меди-
цинскими советниками было решено выбрать самое 
первое значение параметра, т.е. самое раннее для каж-
дой записи, так как именно оно характеризовало на-
чальные проявления заболевания, имеющегося у па-
циента. Строки набора данных, в которых содержатся 
несколько значений признака, были преобразованы 
при помощи Python-функции pivot_table в отдельные 
столбцы, хранящие свои значения для каждой запи-
си, так как эти значения являются основными вход-
ными признаками модели. Фрагмент этого преобра-
зования показан в табл. 5.

Стоит отметить, что после преобразования набо-
ра в нем появились пропущенные значения (NaN — 
Not a Number), так как ряд лабораторных данных, 
имеющихся у одного пациента, может отсутство-

вать у другого. В дальнейшем пропущенные значе-
ния были обнулены.

Заключительным шагом формирования набора 
данных стала агрегация обработанных записей в еди-
ный файл, который затем был использован для соз-
дания модели.

Отбор информативных признаков

Среди демографических (пол, возраст) и лабора-
торных данных пациентов был проведен отбор ин-
формативных признаков по методу c2. Были выделе-
ны наименее значимые признаки, исключенные впо-
следствии из обучающего набора.

Результаты
В итоговом наборе данных значения демографи-

ческих и лабораторных данных пациентов были ис-
пользованы в качестве входных параметров алгорит-
мов МО. Итоговый набор данных был случайным 

Таблица 4. Пример записей лабораторных данных с несколькими значениями в одной ячейке
Table 4. Example of laboratory data records with multiple values   in one cell

ID пациента Дата получения признака Название признака Код признака Значение признака

532418 2020-1-20 00:00:00+03:03 Гемоглобин крови 260 [100,00; 0]
613056 2018-12-1 00:00:00+03:03 Гемоглобин крови 260 [118,00; 359,00]
597316 2019-12-17 00:00:00+03:03 Уровень глюкозы (любое измерение) 14 [13,00; 15,10; 14,30]
640791 2019-4-11 00:00:00+03:03 Уровень глюкозы (любое измерение) 14 [10,40; 5,70; 7,70]
522228 2019-6-12 00:00:00+03:03 Уровень глюкозы (любое измерение) 14 [6,19; 9,40; 13,10]

Таблица 5. Фрагмент преобразованной таблицы с извлеченными лабораторными данными
Table 5. Fragment of the transformed table with extracted laboratory data

ID 
пациента Дата получения признака Альфа-амилаза 

общая крови
Аланинамино-

трансфераза Анизоцитоз Активность  
альфа-2 антиплазмина

500009 2016-2-10 00:00:00+03:03 NaN 20,30 NaN NaN
500009 2017-4-25 00:00:00+03:03 NaN 20,90 13,60 NaN
500009 2017-5-31 00:00:00+03:03 NaN NaN 14,00 NaN

Рис. 3. Балансировка классов методами андерсэмплинга (undersamling) и оверсэмплинга (oversampling).
Fig. 3. Class balancing with the use of undersampling and oversampling methods.
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 выявления подозрений на заболевания, причем по-
этапная работа по анализу и подготовке наборов дан-
ных, а также применение различных алгоритмов МО 
и их настройка позволяют последовательно увеличи-
вать точность работы моделей.

Вместе с этим полученные метрики модели бы-
ли признаны как недостаточные для ее включения 
в СППВР Webiomed.DHRA, так как их работа в ус-
ловиях реальной клинической практики вероятнее 
всего привела бы к дальнейшей деградации точно-
сти, что является неприемлемо высоким риском до-
полнительных ошибок.

По итогам данного исследования команда разра-
ботчиков сформулировала несколько гипотез, нуж-
дающихся в дальнейшей проверке:

— Интерпретация только протоколов лаборатор-
ного обследования без учета дополнительной инфор-
мации из ЭМК, включая данные об уже зарегистри-
рованных ранее заболеваниях, объективные данные 
и другие симптомы пациентов не является точной для 
постановки диагноза. Целесообразно повторить ис-
следования на более полных данных ЭМК, характе-
ризующих пациента и его заболевания.

— Требуется дополнительная исследовательская 
работа по изучению различных методов работы с про-
пущенными значениями, что может позволить допол-
нительно увеличить точность работы модели.

— Целесообразно разрабатывать отдельные моде-
ли для каждого заболевания или группы заболеваний, 
объединенных по общим патогенетическим критери-
ям. Вероятно, что путь разработки одной универсаль-
ной модели, которая могла бы формировать подо-
зрения на любые заболевания, является тупиковым.

— Целесообразно проведение внешней валида-
ции моделей с целью формирования необходимого 
доверия и последующего принятия решения о воз-
можности их встраивания в СППВР.

Заключение
Результатом проведенного исследования стала мо-

дель выявления подозрений на заболевания на осно-
ве результатов лабораторной диагностики с использо-
ванием данных ЭМК. Точность модели не позволяет 
применять ее в практике. В ходе обсуждения возмож-
ных причин невысокой точности был сформулирован 
ряд гипотез, требующих дополнительных исследова-
ний и разработок. Анализ данных литературы относи-
тельно аналогичного опыта разработки диагностиче-
ских моделей позволяет утверждать, что данные лабо-
раторных анализов являются значимыми для многих 
заболеваний. Однако применение алгоритмов МО для 
детекции подозрения на заболевание на данном эта-
пе является экспериментальной областью, в которой 
обмен данными между медициной и наукой направ-
лен в обе стороны. Актуальной задачей остается по-
иск биомаркеров и осуществление корреляционных 
связей между ними, на основе которых может прово-
диться достоверная и точная оценка вероятности на-
личия у пациента заболевания. В целом, наше иссле-
дование подтверждает необходимость развития этого 
направления, так как его результаты могут быть ис-
пользованы в практической медицине.
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